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TRANSFORMATION
DER AUTOMOTIVE INDUSTRIE

IN DER BERGISCHEN REGION
FACTSHEET: LOKALE UND SELBSTGEHOSTETE LLMS

Lokale und selbstgehostete Large Language Modelle (LLMs) werden fiir Unternehmen zu einem strategischen Baustein. Sie
ermoglichen den Einsatz generativer Kiinstlicher Intelligenz mit voller Kontrolle iber sensible Daten, reduzierten Compli-
ance- und Vendor-Lock-in-Risiken sowie besser planbaren Kosten. Dieses Factsheet gibt einen strukturierten Uberblick dar-
Uber, welche technischen Rahmenbedingungen (Modellauswahl, Speicherformate, GPU-Ressourcen, Software-Architektur)
fur den lokalen Betrieb relevant sind und wann sich Investitionen in lokale LLMs lohnen kénnen. Behandelt werden typische
Einsatzszenarien wie vertrauliche Wissensbots/RAG im Intranet, Code-Assistenz oder Team-Setups mit begrenzter Nutzer-
zahl sowie passende Hardware-Szenarien von der Workstation bis zur Team-Appliance. Die Inhalte unterstiitzen Manage-
ment und technisch affine Entscheidungstrager dabei, Chancen, Grenzen und Handlungsbedarf fiir die eigene Organisation

realistisch einzuschatzen und auf dieser Basis Pilotprojekte, Budgets und Zusténdigkeiten zu planen.

HINTERGRUND

Generative Kinstliche Intelligenz fir Texte und Bilder gilt
in vielen Unternehmen als wichtiger Wertschépfungshebel
und soll Effizienz steigern, Routineaufgaben automatisie-
ren und neue digitale Services ermdglichen [1]. Fir hoch-
wertige Ergebnisse bendtigen Large Language Models
(LLMs) passenden Kontext - meist interne Dokumente,
vertrauliches Fachwissen und Prozesswissen aus dem Un-
ternehmen. Genau hier entstehen jedoch Fragen nach Da-
tenschutz und der Kontrolle tber sensible Informationen.
Lokale & selbstgehostete Large Language Modelle (LLMs)
setzen an diesem Punkt an: Sie geben volle Datenhoheit,
ermoglichen Offline-Betrieb und verhindern, dass sensible
Informationen auf externe Clouds abflieBen oder Compli-
ance-VerstoRe begangen werden. Gleichzeitig kbnnen sie
bei planbaren Workloads die laufenden Kosten senken, re-
duzieren das Vendor-Lock-In Risiko bei einem Cloud-An-
bieter, lassen sich durch Retrieval-Augmented Generation
(RAG) und Fine-Tuning gezielt an Unternehmensbediirf-
nisse anpassen und liefern geringe Latenzen direkt am Ent-
stehungsort der Daten. Typische Einsatzfelder sind ver-
trauliche Wissensbots bzw. RAG-L6sungen im Intranet,
Code-Assistenz auf Entwickler-Workstations oder Team-
Setups mit einer tUiberschaubaren Zahl von Nutzenden. Da-
mit werden lokale LLMs insbesondere fiir mittelstandische
Unternehmen interessant, die Wert auf Datensouverani-
tat, Planbarkeit und regulatorische Sicherheit legen.

Dieses Fact Sheet richtet sich an Management sowie tech-
nisch affine Entscheidungstrager und Praktiker, die bewer-
ten mochten, wann sich Investitionen in lokale LLMs loh-
nen, und bietet Flhrungskraften auf héherer Manage-
mentebene einen strukturierten Uberblick. Im Mittelpunkt
stehen Rahmenbedingungen, unter denen selbst- gehos-
tete LLMs sinnvoll sind, die wichtigsten technischen
Grundbegriffe fir den Betrieb auf Workstations oder
Team-Appliances (ModellgréBen, Kontextfenster, Spei-
cherbedarf, GPU-Ressourcen) sowie die typischen Bau-
steine im Software-Stack (Backend, Frontend/GUI, RAG,
Fine-Tuning, Wissensdatenbanken). Dargestellt werden
typische Einsatzszenarien und die daflir erforderlichen
Modell- und GPU-Ressourcen - von der einzelnen Work-
station bis zur kleinen Team-Appliance. Der Fokus liegt

nicht auf einer detaillierten Betriebsanleitung, sondern auf
einem gemeinsamen Vokabular, das Gesprache zwischen
Management, Fachbereichen und Technik erleichtert. Fir
das Management werden Anhaltspunkte zur Strukturie-
rung von Investitionsentscheidungen gegeben (z. B. grobe
Abschatzung von Hardware-Budgets und Projektumfang),
wahrend die technische Zielgruppe eine ,Landkarte” erhilt,
um existierende oder geplante LLM-Initiativen im Unter-
nehmen einzuordnen. Die dargestellten Inhalte eignen sich
als Gesprachsgrundlage in Strategie-Workshops, friihen
Scoping-Phasen oder beim Austausch mit externen Part-
nern.

MODELAUSWAHL

Fir die Auswahl des richtigen lokal gehosteten Modells
gibt es einige zentrale Begriffe, die unerlasslich sind um
sich mit dem Thema zu befassen. In der folgenden Liste
sind die wichtigsten auf Modellebene beschrieben:

€ Parameteranzahl: Anzahl der Gewichte im Modell in
Milliarden (engl. billion) bzw. als Einheit [B]

€ Token: Basiseinheit fiir Text-Kodierung, um Inhalte ef-
fizient in LLMs verarbeiten zu kénnen. 1 Token ent-
spricht ungefahr 3-4 Zeichen im Text

€ Prazision: Rechengenauigkeit/ Datentyp der Gewichte
z. B. FP16 (16 Bit), INT8 (8 Bit), INT4 (4 Bit)

€ Quantisierung: Reduzierung der Prazision zur Senkung
von Speicher- und Rechenbedarf bei Qualitatsverlust
(z. B. von FP16 zu INT4)

€ ModelgroRe: Gesamter Speicherbedarf des Modells im
RAM/VRAM, korreliert mit Parameteranzahl

Etwas vereinfacht zusammengefasst: Parameteranzah/und
ModelgrélSe bestimmen grob, wie leistungsfahig ein Mo-
dell ist und wie viel Hardware es benétigt. Das Kontext-
fenster legt fest, wie lange Dokumente oder Chatverldufe
ein Modell sinnvoll verarbeiten kann. Quantisierung und
Prézision sind Stellschrauben, mit denen man ein Modell so
anpasst, dass es noch ausreichend gute Qualitét liefert,
aber in das vorhandene GPU-Budget passt.
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Einordnung nach Paramtergrof3e

Die Parametergrof3e ist typischerweise ein einfacher Indi-
kator Uber die Antwortqualitdt und Bedarf an GPU-Spei-
cher eines spezifischen Modells und damit die laufenden
Inferenzkosten. Die folgende Unterteilung bietet eine
grobe Orientierung, welche GréRenordnung fiir typische
Unternehmensszenarien realistisch ist, von einfachen Pro-
totypen bis hin zu breit genutzten Assistenzsystemen:

€ Small (~7-16B): Eingeschriankte Allround-Qualitat, aber
oft ausreichend fiir einfache Assistenten, interne Pro-
totypen oder klar abgegrenzte Spezialaufgaben

& Medium (~27-33B): Solide Allround-Nutzung mit bes-
serer Antwortqualitdt und mehr Kontexttiefe; geeignet
fur viele Wissensbots und Office-Unterstiitzung

& Large (~70-73B): Hohe Allround-Qualitit, geeignet fir
anspruchsvollere Aufgaben, komplexere Dialoge und
breitere Nutzung im Unternehmen

& XL/Ultra (>200B): Sehr hohe Qualitat mit Ergebnissen
vergleichbar zu vielen Cloud-Lésungen; nur mit Clus-
ter-Hardware wirtschaftlich zu betreiben

Vereinfacht gesagt: Je groBer das Modell, desto héher sind
typischerweise Qualitdt und Hardwareanforderungen. Fiir
viele mittelstandische Szenarien reichen Small- oder Me-
dium-Modelle mit guter Anpassung und Architektur be-
reits aus. Eine weiterfihrende Entscheidungshilfe fiir die
anwendungsspezifische Modellauswabhl ist in [3] zu finden.

Weiterfiihrende Begriffe

Neben der Kategorisierung tiber die Parameteranzahl kén-
nen Modelle auch zusatzliche Fahigkeiten haben, die sie
gegenliber anderen Modellen derselben GroRe hervorhe-
ben. Solche Eigenschaften beeinflussen zum Beispiel, wie
gut ein Modell komplexe Aufgaben strukturiert bearbeiten
kann oder wie effizient vorhandene Rechenressourcen
ausgenutzt werden. Die folgenden Begriffe markieren
wichtige Weiterentwicklungen, die bei der Bewertung mo-
derner, lokal einsetzbarer LLMs beriicksichtigt werden soll-
ten:

& Reasoning: Fahigkeit eines Modells, Schlussfolgerun-
gen zu ziehen und mehrstufige Denkprozesse auszu-
flihren, um komplexe Aufgaben logisch, planvoll und
nachvollziehbar zu |6sen

& Mixture-Of-Experts-Modelle (MoE): Aktiviert pro Ein-
gabe nur relevante spezialisierte Teilnetze (Experten),
wodurch bei gleicher Rechenleistung eine héhere Ka-
pazitdt und Spezialisierung maoglich ist

Fir die Praxis bedeutet dies: Reasoning Modelle sind ins-
besondere dann interessant, wenn komplexe Entscheidun-
gen, Analysen oder Planungsaufgaben unterstlitzt werden
sollen. Mixture-of-Experts-Modelle eignen sich vor allem
flir Szenarien mit vielen unterschiedlichen Aufgabenberei-
chen, in denen eine hohe Kapazitit bei vertretbarem Re-
chenaufwand bendétigt wird.

Speicherformate von Modellen

Aktuelle Standard-Speicherformate fiir lokale LLMs sind
GGUF (GPT-Generated Unified Format) und safetensors,
die fir schnelles und sicheres Laden optimiert sind. Die
meisten Umgebungen kénnen GGUF und safetensors Mo-
delle laden, aber manche Umgebungen wie z.B. llama.cpp
kénnen nur GGUF laden. Von bin- und pth-Formaten ist
abzuraten, da beim Laden beliebiger Python-Code ausge-
fihrt werden kann, was ein Sicherheitsrisiko darstellt [4].
Fir das Management reicht hier oft die Leitfrage an die
technischen Verantwortlichen: ,Nutzen wir fiir lokale Mo-
delle etablierte, sichere Formate wie GGUF oder safeten-
sors?”. Eine positive Antwort ist ein guter Indikator dafr,
dass beim Modellhandling Sicherheitsaspekte berticksich-
tigt wurden.

HARDWARE & USE-CASES

Einsatzszenarien und Hardwareempfehlungen

Flr den lokalen Einsatz von LLMs hingt die geeignete
Hardware stark von der Nutzeranzahl, der erwarteten
gleichzeitigen Nutzung und der Modellgroe ab. Einzelan-
wender kommen meist mit einer Workstation aus Teams
oder Abteilungen benétigen bereits dedizierte Server-
strukturen. Flr zentrale Services oder besonders grof3e
Modelle ist ein Clusterbetrieb notwendig, was hier aber
nicht abgedeckt werden kann. Die folgenden Angaben ver-
stehen sich als Orientierung fiir typische Szenarien und
sind keine festen Vorgaben. Sie helfen dabei, eine realisti-
sche GroBBenordnung flr geplante Pilotprojekte und spa-
tere Erweiterungen abzuschatzen, bevor konkrete Ange-
bote eingeholt werden.

Workstation (z. B. 1-5 Nutzende)

& Use Case: Fiir eine geringe Zahl gleichzeitiger Abfragen
geeignet, z. B. flir Prototyping oder personliche Assis-
tenzanwendungen wie Textgenerierung, Code- oder
Office-Unterstiitzung

GPU-Leistung: 1-2 GPUs mit je 24-48 GB VRAM

Empfehlung: 1 GPU als Basis; 2 GPUs, wenn Modelle
~33-70B genutzt, langere Kontexte gefahren oder
multimodal verarbeitet werden (LMM)

)

)

Kleiner Server / Team-Appliance (z. B. 5-25 Nutzende)

€ Use Case: Geeignet flir Teams oder Abteilungen, die
LLMs regelmafig und parallel verwenden fiir beispiels-
weise Zugriff auf interne Wissensbestande, z. B. Unter-
nehmensdokumente oder Projektdaten oder Mehrbe-
nutzerbetrieb von Text- oder multimodalen Modellen

GPU-Leistung: 48-80 GB VRAM pro GPU

Empfehlung: 2 GPUs als Minimum fiir stabilen Mehrbe-
nutzerbetrieb (max. 5); 4 GPUs als Standard fiir 10-25
gleichzeitige Sessions oder 70B in INT4 mit Reserven;
6-8 GPUs flir 15-25 Nutzende

)

G}
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Fir erste Pilotprojekte reicht meist eine gut ausgestattete
Workstation, fiir Teamweite Nutzung ist ein kleiner Server
mit mehreren GPUs erforderlich. Clusterl6sungen sind erst
bei Unternehmensweiten, stark skalierenden Anwendun-
gen oder sehr groBen Modellen sinnvoll.

Faustregeln fiir VRAM-Bedarf

Das gesamte Model und das Kontextfenster passen ideal-
erweise in den Arbeitsspeicher (VRAM) der verfligharen
GPUs passen [3]. Es lassen sich zwar auch Teile des Mo-
dels oder Kontext auf die CPU und RAM auslagern, aber
das fiihrt zu einer langeren Antwortzeit. Um den VRAM-
Bedarf zu berechnen kann man folgende Faustregeln ver-
wenden:

€ Eine 4-Bit-Quantisierung benoétigt etwa 0,5 GB pro 1 B
Parameter, 8-Bit etwa 1 GB, FP16 rund 2 GB

€ Pro 1k Tokens Kontext kommen 0,2-0,6 GB dazu
Damit bendtigen 7 B-Modelle mit einem Kontextpuffer

rund 8-12 GB VRAM, 13B-Modelle 12-16 GB, 33 B-Mo-
delle 24-32 GB und 70B-Modelle etwa 48-80 GB.

BACKEND-SERVER &
FRONTEND-GUIS

Selbstgehostete LLM-Systeme sind haufig architektonisch
in einen Backend-Server und ein Frontend unterteilt. Auf
dem Backend-Server werden die Modelle geladen und aus-
gefuhrt, wahrend Nutzerende im Frontend, meist iber ein
Graphical User Interface (GUI) ihre Anfragen und Prompts
eingeben. Daraus ergibt sich dieser Aufbau:

Prompt+Kontext

4—-

LLM Response

LLM Backend Frontend/GUI

(z.B. OpenWebUI)

(z.B. Ollama)

Abbildung 1: Vereinfachter Aufbau eines LLM-Systems

Die Kommunikation zwischen Back- und Frontend erfolgt
typischerweise Uiber eine HTTP(S)-Schnittstelle, deren For-
mat an den Standard der OpenAl-APl angelehnt ist.
Dadurch sind Back- und Frontend weitestgehend unab-
hangig voneinander wahlbar. Fir Unternehmen hat diese
Trennung einen praktischen Vorteil: Das Backend kann als
zentraler, sicher betriebener LLM-Service im Rechenzent-
rum laufen, wahrend verschiedene Frontends (z. B. Web-
oberflachen, Fachanwendungen oder Integrationen in be-
stehende Systeme) unabhiangig davon entwickelt und aus-
getauscht werden kénnen. Dadurch bleiben Investitionen
in die Infrastruktur langfristig nutzbar, auch wenn sich
Oberflachen oder Tools andern. Eine Auswahl fiir mogliche
Backend-Server und Frontend-GUIs sind hier aufgefihrt:

Backend-Server:

€ Ollama: Lokaler LLM-Server mit einfacher Installation
und Model-Management. Ideal fiir Workstations; bie-
tet OpenAl-kompatible APl und gute GUI- Integration

€ Llama.cpp: Leichtgewichtig fiir CPU- und GPU-Systeme
(GGUF-Formate). Optimiert flir geringe Ressourcen
und breite Plattformunterstiitzung

€ vLLM: Fir Multi-GPU- und Cluster-Umgebungen. Bie-
tet effizientes Speicher- und Batch-Management und
eignet sich fir hohe Anfragevolumina

Frontend/GUI:

¢ OpenWebUI: Lokaler LLM-Server mit einfacher Instal-
lation und Model-Management. Ideal fiir Workstations;
bietet OpenAl-kompatible APl und gute Integration mit
GUIs

€ text-generation-webui: Leichtgewichtig fir CPU- und
GPU-Systeme (GGUF-Formate). Optimiert fliir geringe
Ressourcen und breite Plattformunterstitzung

€ LibreChat: Fir Multi-GPU- und Cluster-Umgebungen.
Bietet effizientes Speicher- und Batch-Management
und eignet sich fiir hohe Anfragevolumina

Fir Single-User Workstations kénnen All-In-One Losun-
gen wie z. B. GPT4AIll Desktop, LM-Studio, Ollama App
(Ollama mit integrierter GUI) eine gute Option sein, da sie
Backend und Frontend in einer Anwendung kombinieren.

EIGENE MODELLE & WISSEN

Unternehmen profitieren besonders dann von lokalen
LLMs, wenn diese auf eigenes Fachwissen und unterneh-
mensspezifische Daten abgestimmt sind. Zwei zentrale An-
satze ermoglichen dies: das Fine-Tuning eines bestehen-
den Modells zur Anpassung an domanenspezifische Aus-
drucksweisen und Regeln, sowie die Erweiterung des Wis-
senskontexts durch externe Wissensdatenbanken (Ret-
rieval-Augmented Generation, RAG). Beide Methoden er-
hohen die Relevanz und Zuverlassigkeit der Antworten,
unterscheiden sich jedoch in Aufwand, Flexibilitdt und
Wartbarkeit.

Fine-Tuning

Beim Fine-Tuning wird ein bestehendes Modell mit zusatz-
lichen, meist domanenspezifischen Beispielen nachtrai-
niert. Dadurch lernt es, firmenspezifische Terminologien,
Schreibstile oder Entscheidungslogiken besser anzuwen-
den. Leichtgewichtige Verfahren wie LoRA (Low-Rank
Adaptation) oder QLoRA reduzieren dabei den Ressour-
cenbedarf erheblich, da nur ein kleiner Teil der Modellge-
wichte angepasst wird. Fine-Tuning eignet sich insbeson-
dere, wenn:



@TRAIBER.NRW

TRANSFORMATION
DER AUTOMOTIVE INDUSTRIE
IN DER BERGISCHEN REGION

€ Ein konsistenter Schreibstil erlernt werden soll,
€ formale Regeln wie Berichtsstandards gelten,

€ proprietdare Terminologien zuverlassig abgebildet wer-
den missen,

€ oder konstantes Domanen-spezifisches Wissen be-
kannt sein muss.

Far stark veranderliche Wissensdomanen ist Fine-Tuning
hingegen weniger geeignet, da jedes neue Wissen ein er-
neutes Training erfordert. Hier bietet sich stattdessen eine
RAG-basierte Architektur an.

Wissensdatenbanken

Anstatt das Modell selbst zu verdndern, erweitern Wis-
sensdatenbanken den Kontext der Antwortgenerierung.
Diese Methode, bekannt als Retrieval-Augmented Genera-
tion (RAG), kombiniert ein lokales LLM mit einer Suchkom-
ponente, die aus einer externen Datenquelle (z. B Unter-
nehmensdokumente, Datenbanken oder Projektreports)
relevante Textpassagen abruft [5]. Die abgerufenen Inhalte
werden als zusatzlicher Kontext in den Prompt integriert,
sodass das Modell auf aktuelle und geprifte Informationen
zugreift, ohne neu trainiert zu werden. Eine hochwertige
RAG-Implementierung zeichnet sich aus durch:

€ prazise Dokumentaufbereitung mit Chunking und ho-
her Embedding-Qualitét,

€ semantische Suche mit Vektordatenbanken,
€ und eine strukturierte Prompt-Zusammenfiihrung.

RAG-Systeme sind besonders wartungsfreundlich und bie-
ten robuste, nachvollziehbare Antworten - ideal fir

Prompt/Anfrage

Antwort mit

eigenem Wissen Eompt
Antwort mit

zuséatzlichem

Kontext

LLM Backend Wlssen
(z.B. Ollama)

intern_g Wissensbots oder technische Supportsysteme.
Eine Ubersicht eines solchen Systems ist in Abbildung 2
dargestellt.

Ubersicht fiir Firmenwissen

Die Entscheidung, welches Verfahren im eigenen Unter-
nehmenskontext am sinnvollsten ist, hangt von mehreren
organisationsspezifischen Faktoren ab, unter anderem
vom technischen Know-how im Bereich LLMs, der Qualitat
und Struktur der verfligbaren Unternehmensdaten sowie
von der lokal verfiigbaren Rechenleistung fiir Experimente
und Betrieb. Aus Entscheidungssicht ldsst sich die Wahl je-
doch haufig auf drei Grundvarianten verdichten und
schafft damit eine Grundlage, ob eher in Fine-Tuning, RAG
oder eine kombinierte Vorgehensweise investiert werden
sollte:

€ Fine-Tuning: Wenn ein konsistenter Schreibstil, feste
Regeln und stabile, wenig verdnderliche Domaéanenin-
halte im Vordergrund stehen (z. B. Berichtsstandards,
Fachterminologie)

€ RAG: Wenn sich Inhalte haufig dndern (z. B. Projekte,
Produkte, Richtlinien) und aktuelle, prifbare Informati-
onen aus Dokumenten bendétigt werden

¢ Kombination: wenn einerseits ein bestimmter Sprach-
stil eingepragt werden soll, andererseits auf grol3e, sich
verandernde Wissensbestinde zugegriffen wird

Wissensdatenbank

Suche
relevantes

Zusatzllcher
Kontext

LLM Model

Abbildung 2: Der Aufbau und Ablauf eines RAG-Systems, um einen Prompt mit Unternehmensspezifischen Wissen zu er-

ganzen.

ZUSAMMENFASSUNG

Warum lokale LLMs fiir Unternehmen relevant sind?

Lokale bzw. selbstgehostete Large Language Modelle (LLMs) erméglichen den Einsatz generativer Kiinstlicher Intelligenz,
ohne dass sensible Unternehmensdaten an externe Cloud-Anbieter libertragen werden miissen. Das erh6ht die Datenhoheit,
reduziert Compliance-Risiken und erleichtert die Einhaltung interner Richtlinien sowie regulatorischer Vorgaben. Gleichzei-
tig konnen bei planbaren Workloads die laufenden Kosten gesenkt und Antwortzeiten reduziert werden. Insbesondere wenn
das Modell nahe an den Daten und den Nutzenden betrieben wird.

415
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Zentrale technische KenngréBen

Parameteranzahl und ModelgréBe geben grob an, wie leistungsfahig ein Modell ist und wie viel Hardware dafiir benétigt
wird. Das Kontextfenster bestimmt, wie viele Dokumente oder wie lange Chatverlaufe sinnvoll verarbeitet werden kénnen.
Durch Quantisierung lassen sich Modelle so verkleinern, dass sie auf vorhandene GPU-Ressourcen passen, ohne dass die
Qualitat fir viele Anwendungsfalle unbrauchbar wird.

Orientierung bei Hardware und Einsatzszenarien

Fir Einzelpersonen oder kleine Teams reicht hdufig eine leistungsfahige Workstation mit ein bis zwei GPUs, etwa fiir interne
Assistenten oder erste Pilotprojekte. Fiir ganze Abteilungen oder zentrale Dienste mit (iberschaubarer Nutzenden Anzahl
werden kleine Server- bzw.\ Team-Appliances mit mehreren GPUs relevant, um mehrere Nutzende und Anwendungen stabil
zu bedienen. Clusterlosungen mit vielen GPUs sind in der Regel erst dann notwendig, wenn sehr groRe Modelle oder unter-
nehmensweite, stark skalierende Anwendungen geplant sind.

Architektur: Trennung von Backend und Frontend

Ublicherweise sind LLM-Systeme unterteilt in einen zentralen Backend-Server, auf dem die LLMs betrieben werden, und ein
oder mehrere Frontends/GUI-Losungen, iber die ein Nutzender auf die Modelle zugreifen. Die technische Komplexitat und
Sicherheit werden weitestgehend im Backend geblindelt, wiahrend Oberfldchen fiir unterschiedliche Zielgruppen (z. B. Fach-
abteilungen, IT, Entwicklung) flexibel gestaltet und bei Bedarf ausgetauscht werden kénnen. Dadurch bleiben Investitionen
in die Infrastruktur langfristig nutzbar, auch wenn sich Anforderungen oder Tools im Laufe der Zeit dandern.

Eigene Inhalte einbinden: Fine-Tuning, RAG oder Kombination

Damit Unternehmenswissen in die Arbeit mit lokalen LLMs integriert werden kann, gibt es zwei grundlegende Ansatze. Fine-
Tuning eignet sich, um Modelle an domanenspezifische Sprache, Regeln und Schreibstile anzupassen, die sich nur selten
andern (z. B. Berichtsstandards, Fachterminologie). Retrieval-Augmented Generation (RAG) nutzt dagegen externe Wissens-
datenbanken und Dokumente, um aktuelle, priifbare Informationen zur Laufzeit in Antworten einzubinden, ohne das Modell
selbst neu trainieren zu missen. Fir viele Unternehmen ist eine Kombination beider Ansatze sinnvoll: das Modell lernt den
passenden ,Ton", wahrend Inhalte aus einer gepflegten Wissensbasis stammen.

Nutzen des Factsheets fiir Management und Technik

Insgesamt bietet das Factsheet eine gemeinsame Grundlage fiir Gesprache zwischen Geschaftsfiihrung, Bereichsleitung und
technischen Teams. Es liefert keinen vollstindigen Implementierungsleitfaden, sondern eine strukturierte Ubersicht tber
Chancen, Grenzen und Rahmenbedingungen beim Einsatz lokaler LLMs. Entscheidungstrager erhalten damit eine Orientie-
rung, in welchen Fillen lokale LLMs strategisch interessant sind und welche GréRBenordnungen an Hardware realistisch sind,
bevor konkrete Pilotprojekte gestartet werden.
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